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Neue digitale Daten aus dem Internet

Unternehmensdaten aus dem Internet

2017 waren 72 % der deutschen Unternehmen auf einer Webseite préasent, 46 % waren in
den sozialen Medien engagiert und 23 % haben Waren oder Dienstleistungen Uber das In-
ternet vertrieben (siehe Statistisches Bundesamt, 2017). Viele Unternehmensdaten, die
durch Befragungen, Interviews oder manuelle Recherchen aufwendig erhoben, plausibilisiert
und gepflegt werden, sind daher bereits im Internet vorhanden und 6ffentlich zuganglich. Die
Notwendigkeit, diese Daten durch die Befragung von Unternehmen zu erheben, kdnnte
durch den Einsatz von Webscraping entfallen.

Neue digitale Unternehmensdaten aus dem Internet sind auf kommerziell genutzten Websei-
ten enthalten, welche Umsétze durch Waren- und Dienstleistungsverkaufe generieren. Dies
trifft bspw. auf elektronische Bestell- und Zahlungssysteme wie Online-Shops, kommerzielle
Online-Buchungs-Portale oder auf Onlinedienstleistungsanbieter zu. Darlber hinaus sind
Unternehmensinformationen tber Online-Prasenzen buchbarer Dienstleistungsanbieter z. B.
Handwerker oder auf Webseiten zu Informations- oder Marketingzwecken z. B. Friseurladen
verflgbar. In beiden Gruppen, welche den Kern der Internetékonomie darstellen, entstehen
die Daten prozessbasiert als Nebenprodukte und sind in der Regel nicht Teil einer beabsich-
tigten Datenproduktion (siehe Oostrom, Walker, Slootbeek-Van Laar, Azurduy und Rooijak-
kers, 2016).

Abbildung 1: Neue digitale Daten fur die Amtlichen Fachstatistiken aus dem Internet
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Die neuen digitalen Daten konnen von verschiedenster Art sein und inhaltlich sehr breite
Themengebiete abdecken. Hierzu gehéren Daten, die fur die Verknipfung mit amtlichen Da-
ten wichtige Entitdten oder Stammdaten wie Name, Adresse oder Steuernummer aber auch
wichtige Fachinformationen wie z. B. Preise von Einzelhandelsunternehmen, Anzahl angebo-
tener Schlafgelegenheiten von Beherbergungsbetrieben oder das Vorhandensein von Onli-
neshops in der Branche des elektronischen Versandhandels enthalten. Einmal gefunden und
offentlich zugéanglich, missen die Neuen digitalen Daten nur elektronisch erfasst und auto-
matisch erhoben werden.
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Vorteile durch das Gewinnen von Internetdaten

Durch das automatisierte Gewinnen der neuen digitalen Daten kann die Amtliche Statistik
auf verschiedene Weisen verbessert werden:

e Erhebungsunterstiutzung: Statistische Informationen, die aktuell noch per Befra-
gung, Interview oder Umfragen aufwandig erhoben werden muissen, sind bereits im
Internet vorhanden und konnten zukiinftig durch Webscraping automatisch und re-
gelmafig gewonnen werden. Routinearbeiten und manuelle Recherchen wirden ent-
fallen. Dies wirde den Erhebungsaufwand deutlich reduzieren. Beispiele hierfur sind
die Preisermittlung im Rahmen des Verbraucherpreisindexes, die Ermittlung des Bet-
tenangebotes von Beherbergungsbetrieben oder die E-Commerce-Aktivitaten hessi-
scher Handelsunternehmen.

e Bestandspflegeunterstiitzung: Da das Webscraping statistisch quantifizierbare In-
formationen uber Unternehmen liefert, lie3en sich diese zur Plausibilisierung verwen-
den.

e Schnelligkeit der Datenbereitstellung und Aktualitat: Je nach technischer Kapazi-
tat kdnnte das Webscraping Daten in monatlichen Zyklen liefern.

¢ Merkmalskranzerweiterung: Neben der Unterstiitzung von Erhebungsverfahren
kénnte das Webscraping statistisch auswertbare Informationen liefern, die noch nicht
in der Amtlichen Statistik vorhanden sind. Dazu gehdren zum Beispiel die Beteiligung
von Unternehmen an E-Commerce-Aktivitdten, Investitionsaktivitaten in nachhaltige
Technologie, Sicherheitsstandards auf Unternehmenswebseiten oder die Barriere-
freiheit auf Internetshoppingseiten.

e Entlastung von Auskunftspflichtigen: Offentlich zugangliche Daten mussten von
den Auskunftspflichtigen nicht im Rahmen der Berichtspflicht an die Amtliche Statistik
gemeldet werden. Eine Entlastung der Auskunftspflichtigen wéare mdglich.

Zusammenfassend lasst sich vom automatisierten Extrahieren digitaler Daten aus dem In-
ternet erwarten, dass die Produkte der Amtlichen Statistik in kirzerer Zeit, zu geringeren
Kosten, mit geringerem Befragungsaufwand, mit detaillierterer Aufgliederung und umfangli-
cher inhaltlicher Diversitat verfigbar gemacht werden kdnnten. Ein vollstandiges Ersetzen
des herkdbmmlichen Statistikherstellungsprozesses ist nach den bisherigen Erfahrungen in
naher Zukunft nicht zu erwarten, sondern eher eine umfangreiche Erganzung der bisherigen
Prozeduren (siehe Hackl, 2016).

Webscraping — Hintergrund

Suchen, Finden, Strukturieren und Speichern von Daten

Das Internet wird oft als grof3e Bibliothek von miteinander verbundenen Ressourcen ver-
standen. Unter den Ressourcen befinden sich die interessierenden Daten. Das Problem be-
steht darin diese vollstdndig in einem angemessenen Zeitrahmen und mit vertretbarem Auf-
wand zu finden. In diesem Zusammenhang wurden Metasuchmaschinen popular, die
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dadurch charakterisiert sind, dass Suchanfragen an mehrere Suchmaschinen gleichzeitig
weitergeleitet und die Ergebnisse aufbereitet werden kénnen.

Heutzutage nutzen viele Metasuchmaschinen Webscraping. Dieses Verfahren umfasst all-
gemein Prozesse, die Entitaten aus Quelldatenbanken abfragen, an Metasuchmaschinen
weiterleiten und so das Finden der gesuchten Webseiten erméglichen. Die gefundenen
Webseiten werden anschlieBend nach den entsprechenden Inhalten durchsucht, welche
dann mittels Informationsextraktion gewonnen, transformiert und mit anderen Datenbanken
verknUpft werden (siehe Salerno und Boulware, 2006).

Somit wird das Webscraping vorrangig mit dem Ziel eingesetzt, unstrukturierte Informationen
auf Internetseiten zu finden, zu extrahieren, diese in verstandliche Formate zu strukturieren
und somit fir Datenbanken, Tabellen oder kommaseparierte Textdateien speicherféhig zu
machen (siehe Sirisuriya, 2015).

Webscraping auf europaischer und internationaler Ebene

Durch den Anstieg von online getriebenem Handel und online getriebener Kommunikation
hat das Webscraping-Verfahren in der Amtlichen Statistik der nationalen Statistikémter be-
reits Anwendung mit guten Ergebnissen gefunden. In einer der frihen Machbarkeitsstudien
des automatisierten Gewinnens von digitalen Daten fir das Niederlandische Statistische Amt
(CBS) ergab sich bspw., dass das Erheben und Weiterverarbeiten von digitalen Daten mit
Webscraping moglich ist, deutliche Effizienz- und Lerneffekte erzielt werden und insbesonde-
re bei grof3en Datenmengen zu Vorteilen bzgl. Datenbereitstellungsgeschwindigkeit und Da-
tenqualitat fuhrt. Dabei miussen jedoch insbesondere die Kosten, die durch Anpassungen der
Verfahren bei Anderungen der Webseiteninfrastruktur anfallen, beriicksichtigt werden (siehe
Hoekstra, ten Bosch und Harteveld, 2012).

Ein erster haufiger Anwendungsbereich flr das Webscraping nationaler amtlicher Statistikin-
stitute war das automatisierte Erheben von Konsumentenpreisen. Das Verfahren wurde
bspw. erfolgreich fiir das Berechnen der argentinischen Online-Inflationsrate mit Daten von
Onlinehéandlern von 2007 — 2011 genutzt. Die Online-Inflationsrate Ubertraf dabei die her-
kémmlich berechnete um das Dreifache (siehe Cavallo, 2013). Auf européaischer Ebene hatte
sich das italienische nationale Statistikamt (ISTAT) erfolgreich mit der automatisierten Erhe-
bung von Konsumentenpreisen im Internet per Webscraping innerhalb des europaischen
Projekts ,Multipurpose Price Statistics (MPS)“ beteiligt (siehe Polidoro und andere, 2015).
Das Statistische Bundesamt verwendet das Webscraping bereits seit einigen Jahren erfolg-
reich und in zunehmendem Umfang in seiner Preisstatistik (siehe Brunner, 2014 oder Scha-
fer und Bieg, 2016). Nachfolgend wurde das Webscraping auch auf andere Bereiche der
nationalen Statistiken ausgedehnt.

EUROSTAT und nationale, statistikbezogene Behdrden und Institute griindeten das Netz-
werk des europdischen statistischen Systems (ESSnet), um auf europaischer Ebene ver-
gleichbare Statistiken zu produzieren. Innerhalb des Netzwerkes wurde das ESSnet-Projekt
,Big Data“ nach einer Ausschreibung der europdischen Kommission von 22 nationalen Part-
nern beschlossen und ins Leben gerufen. Dieses Projekt hatte die Integration von Big Data
in die europaischen amtlichen Statistiken zum Ziel. Es bestand aus insgesamt 8 Arbeitspake-
ten, die das Gewinnen von Neuen Digitalen Daten tber verschiedene Methoden und Wege
beinhalteten. Die Arbeitspakete 1 und 2 deckten dabei das Ermitteln von neuen digitalen
Daten mit Webscraping-Verfahren ab.
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Das Arbeitspaket WP1 ,Webscraping job vacancies” befasste sich mit dem automatischen
Extrahieren von Informationen Uber Jobangebote auf u. a. Jobportalen oder Unternehmens-
webseiten. Neben den Landern Tschechien, Italien, Grol3britannien und Irland, hatte sich das
Statistische Bundesamt flr Deutschland mit einem eigenen Pilotprojekt innerhalb dieses eu-
ropaischen Rahmens beteiligt: Eine Machbarkeitsstudie zur Erfassung von Stellenausschrei-
bungen auf Jobbdrsen (GigaJob.de, Online-Stellenmarkt.net, Jobs.meinetadt.de) fiir den
deutschen Arbeitsmarkt (siehe Zwick und Wiengarten, 2017).

Das Arbeitspaket WP2 ,Webscraping enterprise characteristics“ thematisierte die automati-
sierte Suche, Speicherung, Strukturierung und Verknipfung von Unternehmenswebseiten
mit den Datensatzen der amtlichen Fachstatistiken. Das Ziel war, bestehende Wirtschafts-
und Unternehmensregister mit den digitalen Unternehmensinformationen anzureichern und
zu verbessern. Im Rahmen des Projektes wurden als experimentelle Statistiken folgende
Merkmale von Unternehmen auf Basis der nationalen Unternehmensregister erhoben:

e Anzahl von Unternehmenswebseiten,

¢ Unternehmen mit E-Commerce-Aktivitaten,

¢ Anzahl von Stellenangeboten auf Unternehmenswebseiten,
o Prasenz der Unternehmen in den sozialen Medien.

Hier waren die nationalen Statistikinstitute der folgenden Lander beteiligt: Italien, Bulgarien,
Niederlande, Polen, GroRbritannien und Schweden. Deutschland war an diesem Projekt
nicht beteiligt. Das Italienische Nationale Statistikamt (ISTAT) war hierbei federfihrend.
ISTAT entwickelte eigene Java-Such-Routinen und hat mit 78 000 Unternehmenswebseiten
mit Abstand den gréf3ten Beitrag an der automatisierten Informationsextraktion von Unter-
nehmenswebseiten geleistet. Die Suchroutinen wurden auch von den beteiligten Landern
Polen und Bulgarien erfolgreich angewandt.

Die in den Arbeitspaketen enthaltenen Machbarkeitsstudien wurden von Februar 2016 bis
Mai 2018 durchgefuhrt und mit teils guten Ergebnissen zum Webscraping von Unterneh-
menswebseiten und Unternehmenseigenschaften fertiggestellt. In den Pilotprojekten kamen
die sechs teilnehmenden, nationalen Statistikamter zu dem Schluss, dass mit dem
Webscraping-Verfahren mit verschiedenen Methodenansétzen hochwertige Ergebnisse er-
zielt werden kénnen, die Verfahren jedoch sehr aufwendig sind und noch vor vielen Heraus-
forderungen stehen.

In einer neuen Ausschreibung der Europaischen Kommission fiir ein weiteres EU-weites
Forschungsprojekt (,ESSnet Big Data 11, 2018-2020) wurden weitere finf mégliche Pilotpro-
jekte definiert. Das Arbeitspaket ,Smart Tourism®“ widmet sich dabei dem Thema ,innovative
Datenquellen und Methoden in der Tourismusstatistik®. Viele Daten, die fir die Tourismus-
statistik von Relevanz sind, sind heutzutage ebenfalls im Internet auf Onlineportalen wie u. a.
Reiseportalen, Buchungsportalen oder Webseiten von Beherbergungs- und Tourismusbe-
trieben vorhanden. Sollte dieses Arbeitspaket zu den mindestens drei geférderten Projekten
im europaischen Rahmen zahlen, kdonnte das Webscraping als fundamentale Methode zum
Extrahieren der digitalen Tourismusdaten aus dem Internet dabei eine zentrale Rolle spielen.
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Webscraping im Hessischen Statistischen Landesamt

Das Hessische Statistische Landesamt unternimmt seit Oktober 2017 verschiedene Mal3-
nahmen und Aktivitaten um Webscraping einzusetzen. Wichtige Orientierungshilfen lieferten
die Machbarkeitsstudien im Arbeitspaket WP2 ,webscraping of entreprise characteristics®
des ESSnet-Projekts ,Big Data“ und insbesondere die von ISTAT freundlicherweise bereit-
gestellten Algorithmen.

Kern der Anwendung war das hessische Unternehmensregister mit den wichtigen Stammda-
ten der etwa 300 000 in Hessen ansassigen Unternehmen. Ziel war es, die Internetseiten
von Unternehmen zu finden, die 6ffentlich zuganglichen Daten zu verknupfen und auszuwer-
ten.

Die Algorithmen zum Finden, Auslesen, Strukturieren und Verknupfen der auf Unterneh-
menswebseiten vorhandenen Daten wurden auf eine Stichprobe hessischer Unternehmen
aus dem Datenbestand der amtlichen Statistik mit guten Ergebnissen angewendet. Wie in
den nachsten Punkten im Detail dargestellt, wurden in einem ersten Schritt erfolgreich Ver-
kntpfungen zu Unternehmenswebseiten zahlreicher hessischer Unternehmen erzielt. Im
Anschluss daran erfolgte die Auswertung eines Teils der auf den verknipften Unterneh-
menswebseiten auslesbaren Schlagworter mit Methoden des Text Minings. Final wurde mit
Methoden der pradiktiven Modellierung mithilfe von Trainingsdaten und einer Eingang-
Ausgang-Funktion das Vorhandensein eines Onlineshops fir hessische Unternehmen ma-
schinell bestimmt.

Funktionsweise — Suchen, Finden und Verkntpfen

Die Suche nach quantifizierbaren Inhalten im Internet mit Informationsextraktion wird oft von
sogenannten Webcrawlern durchgefiihrt. Beim Webcrawling werden grundsatzlich alle auf-
findbaren Internetseiten automatisch und methodologisch gesucht und gespeichert. Beim
Webscraping werden nach bestimmten, vordefinierten Informationen gesucht sowie quantifi-
zierbare Inhalte strukturiert und extrahiert. Im vorliegenden Fall wird nach existierenden in
Hessen anséassigen Unternehmen gesucht.

Das Webscraping nutzt identifizierende Merkmale oder Vorinformation bei der Suche nach
Fachinhalten und Links. Offentlich zugangliche Daten sind haufig unstrukturiert und miissen
in eine fur die Auswertung geeignete Form transformiert werden (siehe Vargiu und Urru,
2013).

Da bei diesem Projekt quantifizierbare Informationen von Unternehmenswebseiten extrahiert
werden sollten, wurden die registerbasierten, in Datenbanken gespeicherten Stammdaten
der Amtlichen Statistik und in kommerziellen Online-Buchungsportalen 6ffentlich zugangli-
chen Daten als Vorinformationen betrachtet. Stammdaten, die Unternehmen identifizieren
kénnen, enthalten: Adressen, Firmenbezeichnungen, Rechtsformen, Informationen Uber zu-
gehorige Niederlassungen und unselbstindige Zweigstellen. Diese Informationen kdnnen
datensatzweise fir die Suche im Internet genutzt werden. Gleichzeitig eignen sich aus den
Datenbanken extrahierbare Datentabellen daftir mit neuen digitalen Informationen angerei-
chert zu werden (siehe Abbildung 2).
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Abbildung 2: Verkntpfung von Webseiten mittels Google- und Portalsuche
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Scraping von Unternehmenswebseiten mittels Metasuchmaschine

Das vollautomatisierte Webscraping ist daflir geeignet mit verfigbaren Unternehmensinfor-
mationen aus dem Datenbestand der Amtlichen Statistik Daten und quantifizierbare Inhalte
Zu identifizieren, zu speichern, zu strukturieren, auszuwerten und mit den Daten der amtli-
chen Statistik zu verknupfen.

Angesichts der umfassenden und erfolgreichen Aktivitdten des italienischen nationalen Sta-
tistikamts (ISTAT) bei der automatisierten Informationsextraktion von Unternehmenswebsei-
ten, hat sich das HSL eng an der von ISTAT zur Verfligung gestellten Prozedur orientiert
(siehe Barcaroli, Scannapieco, und Donato, 2016).

Die anzureichernden Datensatze, welche die Identifikationsmerkmale/Entitdten wie Name,
Adresse oder Steuernummer enthalten, werden zunachst in einer Datenbank gespeichert.
Ein in der Programmiersprache Java geschriebener Algorithmus greift von dort aus auf die
einzelnen Datensatze zu, um diese flur die weitere Suche mit einem URL-Crawler zu ver-
wenden. Um die Internetseiten Uber die Identifikationsmerkmale suchen zu kénnen, muss
eine Metasuchmaschine verwendet werden. Hier bietet sich die Metasuchmaschine
Google.com an. ISTAT hatte die Suchmaschine Bing genutzt, Google hat sich jedoch fir das
HSL bei der Suche als treffsicherer erwiesen.

Die identifizierenden Merkmale aus der Amtlichen Statistik werden bei der Suche mit Google
nach Unternehmenswebseiten automatisiert und datensatzweise genutzt. Nach Eingabe der
Merkmale eines Unternehmens enthélt die Ergebnisseite der Google-Suche nun gefundene
Internetreferenzen in einer bestimmten Anzahl.
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Nun werden die Quelltexte/Webseiten der 10 hochstplatzierten Unternehmenswebseiten
(Hauptwebseiten) sowie die darin enthaltenen identifizierenden Sekundarwebseiten (Impres-
sum, Kontakte oder ,Uber uns“) und das Google-Knowledge-Panel auf der rechten Ergeb-
nisseite (Google-Rechte-Hand-Seite) gespeichert und nach passenden Stammdaten durch-
sucht. Pro Eingabe/Unternehmen werden also potentiell bis zu 44 Webseiten durchsucht.

Die gespeicherten Haupt- und Sekundarseiten werden nun abhangig von der Anzahl, Art und
Auspragung der gefundenen ldentifikationsmerkmale tber ein Punktesystem bewertet. Die
vergebenen Noten werden Uber die Sekundarseiten aufsummiert und ergeben ein gewichte-
tes Treffer-Scoring. Weiterhin werden die Webseiten dann nach Punkteanzahl und der
Google-Platzierung geordnet. AnschlieRend wird die Hauptunternehmensseite mit der héchs-
ten Benotung oder der besten Google-Platzierung den entsprechenden Stammdaten zuge-
ordnet. Die Zweifachsortierung gewahrleistet dabei eine eineindeutige Sortierung. Auf diese
Weise wird die Anzahl gefundener, zuordnungsfahiger Webseiten pro Unternehmen auf eine
reduziert.

Abbildung 3: Bewertungssystem
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Auf diese Weise ist es mdglich, alle auf den zugeordneten Webseiten oOffentlich zugénglichen
Informationen, sofern quantifizierbar, zu verknupfen. Es hétte der Fall eintreten kdnnen, dass
keine der 11 Ergebniswebseiten der Suchmaschine zuordnungsfahig ist. In diesem Fall wéare
die Punktereihenfolge nicht davon berihrt, jedoch das Niveau der Gesamtpunktezahl. Dass
die zugeordnete Webseite zunachst ,richtig“ war, wurde bei ISTAT an dieser Stelle automati-
siert mit einem auf Wahrscheinlichkeiten beruhendem in R programmierten Machine Learn-
ing Verfahren sichergestellt. Im HSL hat sich ein regelbasierter Ansatz als ausreichend her-
ausgestellt. Dieser beinhaltete das Definieren einer zu erreichenden Mindestpunktezahl von
5 als erste, ,initiale* Wahrheitslberprifung.

Scraping von kommerziellen Onlineportalen

Viele Kleinunternehmen sind oft nicht auf einer eigenen Webseite, sondern auf einem kom-
merziellen Onlineportal prasent. Das automatisierte Finden, Speichern, Strukturieren und
Verknipfen von Daten aus Onlineportalen funktioniert in dieser Untersuchung anders als das
Webscraping mittels Meta-Suchmaschine. Das von ISTAT entwickelte Verfahren versucht
bspw. die passende Impressums-Webseite des jeweiligen Unternehmens herunterzuladen,
um darauf identifizierende Merkmale finden zu kénnen. Bei kommerziellen Online-Portalen
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wird man auf diese Weise nur den Portalbetreiber finden, nicht jedoch das interessierende
Unternehmen. Deshalb wurde im HSL in einem Feldversuch ein eigener Algorithmus zur
Informationsextraktion aus einem kommerziellen Onlinebuchungsportal entwickelt und pro-
grammiert.

Onlineportale koénnen als fachthemenabhéngige (bspw. Jobportale, Beherbergungsportale
oder Immobilienportale), kommerziell genutzte Verzeichnisse/Zusammenstellungen ver-
schiedener Unternehmen in ihrer Funktion als Anbieter eines bestimmten Produktes, einer
bestimmten Branche, in verschiedenen Regionen betrachtet werden. In der Regel wiinschen
die Unternehmen, von potentiellen Kunden auf diesen Onlineportalen gefunden und beauf-
tragt zu werden. Insbesondere Kleinunternehmen oder Freiberufler ohne eigene Webseite
sind auf solchen Onlineportalen registriert.

Die Kenntnis tUber den Wirtschaftszweig bzw. tber die Branche von Unternehmen ermaoglicht
es also, vor, parallel oder nach dem Webscraping-Verknipfungs-Prozess, Onlineportale
nach Unternehmen automatisch abzusuchen. Das Onlineportal wird nicht nach dem jeweili-
gen Unternehmen, sondern nach allen Unternehmen des jeweiligen Wirtschaftszweiges, in
der jeweiligen Stadt mittels URL-Crawling abgesucht. Einmal gefunden, kénnen die URLs
der jeweiligen Portalsubwebseiten mit den Datensdtzen der Amtlichen Statistik verknulpft
werden.

Das Portalscraping, zusatzlich zum Webscraping durchzuftihren, hat dabei folgende zusatz-
liche Vorteile:

o FErfassung abseits von Relevanzschwellen: Durch das Portalscraping kénnen Un-
ternehmen erfasst werden, die aufgrund bestimmter Umsatz- oder Beschaftigten-
konstellationen nicht in den Stammdaten der Amtlichen Statistik enthalten sind. Dies
trifft etwa auf Freiberufler oder auf nicht umsatzsteuerpflichtige Kleinunternehmen zu.

e Effizienz: Die Anzahl zu durchsuchender Webseiten ist um ein Vielfaches geringer
als beim Webscraping mittels Metasuchmaschine, da die Online-Portale ausschliel3-
lich Webseiten des jeweiligen kommerziellen Bereichs enthalten. Das Portalscraping
bendtigt weniger Speicherplatz und hat sich als um ein Vielfaches schneller heraus-
gestellt als das Webscraping von Unternehmenswebseiten.

e Geringere Komplexitat: Die Anzahl der Arbeitsschritte sind beim Portalscraping
ebenfalls geringer, was das Portalscraping einfacher macht als das Webscraping von
Unternehmenswebseiten. Die Unternehmenseigenschaften und Stammdaten sind auf
den verschiedenen Subwebseiten des Onlineportals immer gleich strukturiert. Daher
kénnen die Suchalgorithmen einfacher programmiert werden.

e Genauigkeit: Das Auslesen und Zuweisen der digitalen Informationen von Online-
Portalen hat aufgrund des Bezugs zur gesuchten Branche und Region eine sehr ho-
he Treffergenauigkeit. Deshalb muss eine Bewertung hinsichtlich der Trefferqualitat
nicht durchgefihrt werden. Zur Verkniipfung mit den Stammdaten der Amtlichen Sta-
tistik muss lediglich ein Ahnlichkeitsabgleich durchgefiihrt werden.

o Datensparsamkeit: Die automatisierte Eingabe der Stammdaten in eine Suchma-
schine ist fur das Portalscraping nicht erforderlich und wird erst bei der Verknupfung
bendétigt. Die Erhebung und Verarbeitung/Auswertung der digitalen Daten in Portalen
ist jedoch schon vor der Verknupfung mdoglich. Beim Webscraping konnen Suchen
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nach digitalen Unternehmensinformationen ohne vorhandene Stammdaten nur
schwierig durchgefuihrt werden.

Damit das Portalscraping durchgefiihrt werden kann, missen die passenden Online-Portale
je nach Wirtschaftsbranche und Themengebiet vor der automatisierten Erhebung manuell im
Internet recherchiert werden. Die Zahl der passenden Online-Portale ist jedoch themenab-
hangig begrenzt und nachhaltbar. Der Aufwand bei der manuellen Recherche der Online-
Portale wird deshalb als vertretbar angenommen.

Fur die Verkniipfung der gefundenen Inhalte ist es erforderlich einen geeigneten Ahnlich-
keitsabgleich durchzufiihren. Hier bieten sich einfach umsetzbare und in R oder Java pro-
grammierbare, metrische WortdistanzmalRe an, wie beispielsweise die Levenstein Distanz,
die Monge-Elkan-Distanz oder die Jaro-Winkler-Distanz. Diese basieren auf dem einfachen
Vergleich von Zeichen und Buchstaben verschiedener Worter (siehe Cohen, Ravikumar, und
Fienberg, 2003).

Datenanreicherung mit verkntpften Inhalten

Wie in Abbildung 4 illustriert, kbnnen die durch das Webscraping gewonnenen Daten auf
verschiedenen Wegen mit der Amtlichen Statistik verkntipft werden. Dabei gibt es eine direk-
te Ubertragung, in der die gefundenen Daten strukturiert und als Indikatoren, Schliissel-
wortzéhler oder auslesbare Merkmalsauspragungen in den Datenbestand der amtlichen Sta-
tistik gebracht werden.

Abbildung 4: Weg der mdglichen Anreicherung der Datensatze durch die Webinhalte

Statistik

N
y
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N

/ Pradiktive Modellierung \ j r
@ Algorithmen Indirekter Weg
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Sind gewtlinschte Unternehmenseigenschaften nicht durch einfaches Auslesen zu ermitteln,
verbleibt noch die Mdglichkeit der Datenanreicherung mit Hilfe von Verfahren des maschinel-
len Lernens (indirekter Weg).

Direkter Weg
Verknupft

Webinhalte
HTML
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Direkte Datenanreicherung

Wenn die entsprechenden Webseiten (Unternehmenswebseiten und unternehmensbezoge-
ne, sekundare Onlineportalseiten) mit den statistischen Einheiten (Bestandsdaten) der Amtli-
chen Statistik verknlpft worden sind, konnen diese auf fachthemenabhéngige Inhalte hin
untersucht werden.

Dazu werden die zugehdorigen Quelltexte zunachst heruntergeladen. Die in den Quelltexten
enthaltenen Daten sind noch keine quantifizierbaren Informationen, sondern liegen zunachst
nur in unstrukturierter oder in unterschiedlich strukturierter Form vor. Die Mdglichkeiten, die
auf den Unternehmenswebseiten vorliegenden unstrukturierten Daten in quantifizierbare,
strukturierte statistische Informationen aufzubereiten sind im Folgenden dargestellt (siehe
auch Abbildung 5):

e Schlusselwortabhangiges Generieren von Indikatoren: Die Wortindikatoren be-
kommen bei Vorkommen des gewtiinschten Schliisselwortes den Wert 1 zugewiesen.
Ist das entsprechende Wort nicht auf der Webseite zu finden, bekommt der jeweilige
Wortindikator den Wert 0 zugewiesen.

e Schlusselwortzéhler: Hier wird die Haufigkeit des Vorkommens des gesuchten
Schliisselwortes ubergeben.

o Auslesbare Merkmale: Sind Merkmalsauspragungen auf der Webseite auslesbar
wie bspw. die Anzahl von Doppelzimmer auf der Webseite eines Beherbergungsbe-
triebs oder die Logofarbe der Webseite ,Facebook®, dann kann die Auspragung in ei-
ne entsprechende direkt Variable Ubergeben werden.

Abbildung 5: Strukturierung unstrukturierter Quelltextdaten

Quelltext

w.PageloadTimer = {};
w.PageloadTimer.start = ts;

Bsp. Begriff ,,Facebook” } (window) ) ;

i <fscript>
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/>
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<link rel="sty et"” type text,"css href="httg
Facebook :> ec.bstatic.cg atic/css/hotel_experiments_ecve ]
LinkedIn <link rel=¢ esheet" type="text/css" href="http

ec.bsta om/static/css/hotel_experiments_rtrw

Twitter
Xi:ng Wortindikator
v Facebook / J %
Wortzahler Auslesbares Merkmal
x x [ Facebook ] [ Logofarbe ]
N=5 ,blau®

Die Voraussetzung fur die direkte Datengewinnung in heruntergeladenen Quelltexten mit den
drei beschriebenen Methoden, ist das kontextabhdngige Auftreten von Schlisselwortern.
Bspw. kann das Schlusselwort ,Einzelzimmer* auf Webseiten von Beherbergungsbetrieben
mehrfach in mehreren Kontexten auftauchen, etwa in der Bemerkung eines Hotelgasts in
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einer personlichen Bewertung mit eigenen Worten. Fir das automatisierte Erheben der An-
zahl von Einzelzimmern in dem jeweiligen Beherbergungsbetrieb ist es wichtig, welche Zei-
chen, Worte und Muster vor und nach dem gefundenen Schlisselwort auftauchen.

Hier ist das Nutzen regularer Ausdrucke als Methode des Text-Minings fur die Strukturie-
rung, bspw. in R, unumganglich (siehe Munzert, Rubba, MeiRner und Nyuis, 2015).

Die Daten nach der beschriebenen Weise der Strukturierung in die Datensatze der amtlichen
Statistik zu Gbernehmen, wird als direkter Weg der Datengewinnung Uber das Internet nach
Verknilpfung betrachtet.

Indirekte Datengewinnung — Maschinelles Ermitteln von Unterneh-
menseigenschaften

Bestimmte Unternehmenseigenschaften, beispielsweise E-Commerce-Aktivitaten sind u. a.
durch die Inbetriebnahme von Onlineshops zum elektronischen Vertrieb von Waren und
Dienstleistungen charakterisiert. Das Vorhandensein eines Onlineshops kann nicht immer
direkt auf einer Webseite ausgelesen werden, obwohl die Webseite einen solchen enthélt.
Statistische Methoden zur Bestimmung latenter Eigenschaften kénnen helfen, solche Eigen-
schaften sichtbar zu machen und die enthaltenen Webseiten binar zu klassifizieren. Die Vo-
raussetzung fur solche Klassifizierungen ist, dass sich Webseiten, die einen Onlineshop be-
inhalten, durch verschiedene Merkmalsauspragungen bspw. von reinen Onlineprasenzen zu
Marketingzwecken unterscheiden.

Bestimmte Merkmale, die durch die skizzierte Strukturierung vorliegen, kénnen mit der ge-
wiinschten, gesuchten Unternehmenseigenschatft in einer Verbindung stehen. Bei der Eigen-
schaft ,Onlineshop“ kann dies u. a. auf das Vorhandensein eines Zahlungssystems, eines
Wareneinkaufssystems, einer Verlinkung zu den sozialen Medien oder durch das Handeln
mit bestimmten Waren zutreffen. Sofern eines oder mehrere solcher Merkmale auf einer
Webseite vorkommen, ist es moglich, diese Internetseite als einen Onlineshop enthaltend zu
klassifizieren. Diese Verfahrensweise kann als ,Unternehmenseigenschaftszuordnung nach
deterministischen Entscheidungsregeln“ beschrieben werden.

Der Nachteil an dieser Methode ist, dass der Zusammenhang zwischen den Merkmalen und
der gesuchten Eigenschaft bekannt sein muss und die Entscheidungsregel innerhalb der
Suche nicht verandert oder angepasst werden kann. Es muss vorentschieden werden, wie
viele Merkmale auf welche Weise bestimmte Eigenschaften eines Onlineshops determinie-
ren. Es ist jedoch dann moglich, dass die beschriebenen Merkmale auch auf Internetseiten
vorkommen, die nicht als Onlineshops enthaltend klassifiziert werden kdnnen. In diesem Fall
ware die Verwendung einer deterministischen Entscheidungsregel zu fehleranfallig.

Pradiktive Modellierung

Die Pradiktive Modellierung ist ein beliebtes Verfahren des maschinellen Lernens, welches
es ermdglicht, die geschatzte Kausalitat zwischen den erhobenen Merkmalen und der Wahr-
scheinlichkeit fur das Auftreten der gewiinschten Unternehmensinformation als Entschei-
dungsgrundlage zu berucksichtigen. Haufige Anwendungsbereiche sind u. a. die Versiche-
rungswirtschaft und Business Intelligence: Hier werden die Algorithmen der pradiktiven Mo-
dellierung genutzt um Kunden zu segmentieren, Umséatze zu prognostizieren, Markte zu ana-
lysieren oder um Risiken einzuschétzen (siehe Frees, Derrig und Meyers, 2014).
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Doch auch fur Onlinemarketing, Spamidentifikation, Betrugspravention oder fir das Custo-
mer Relationship Management (ldentifizieren und Segmentieren von potentiellen Kunden
nach Kaufwahrscheinlichkeit) wird dieses Verfahren haufig verwendet. Mit Hilfe von histori-
schen Daten kann dabei festgestellt werden, welche Produktarten die Benutzer interessieren
konnten oder auf welche Felder, Buttons und Links sie wahrscheinlich klicken (siehe Tuzhi-
lin, Gorgoglione und Palmisano, 2008).

Funktionslernen

Die Verfahren der pradiktiven Modellierung beruhen auf Wahrscheinlichkeiten des Auftretens
der interessierenden Eigenschaft, dessen kausale Beziehung zu den erhobenen Merkmalen
durch eine unbekannte Funktion f dargestellt wird. Die interessierende Eigenschaft dieser
Funktion ist nominal skaliert, hat somit einen booleschen Ausgangswert und wird als Klassi-
fizierer bezeichnet. Der boolesche Wert besteht aus einem positiven Fall wenn die interes-
sierende Eigenschaft aufritt (Bspw. Onlineshop) und einem negativen Fall wenn diese nicht
auftritt. Eine hypothetische Eingang-Ausgang-Funktion h wird nun definiert. Die Form dieser
Funktion ist beliebig und folgt hier einer logistischen Verteilung.

eXp

h=——
1+ eXB

Die Parameter B stehen dabei fiir die kausale Beziehung zwischen den Erhebungsmerkma-
len in X und den Auftrittswahrscheinlichkeiten. Der Ausgang der hypothetischen Funktion
ergibt dabei die geschatzte Wahrscheinlichkeit fir das Auftreten der interessierenden Eigen-
schaft. Somit liegt dem hier genutzten Methodenansatz innerhalb des Lernalgorithmus eine
logistische Regression zugrunde (siehe Long, 1997).

Es gibt verschiedene Methoden der pradiktiven Identifikation, die Logistische Regression ist
jedoch eine sehr populdre und leicht nachvollziehbare Methode, die sich insbesondere im
Bereich ,pattern recognition® in der Medizininformatik bewahrt hat, auf Wahrscheinlichkeiten
beruht und einfach anzuwenden ist (siehe Dreiseitl und Ohno-Machado, 2002). ISTAT hat
bei der Identifikation von Onlineshops die Machine Learning Algorithmen ,Neuronale Netze®,
,Logistische Regression“ und ,Random Forest verwendet und die Ergebnisse mit Mal3zah-
len fUr Prazision, Sensitivitdt und Richtigkeit Gberprift. Dabei stellte sich heraus, dass die
Logistische Regression als Algorithmus pradiktiver Modellierung keine gré3eren Fehlerquo-
ten erzeugt hat als die bedeutend rechenaufwendigeren und komplizierten Alternativverfah-
ren.

Trainingsregime

Ziel des Funktionslernens als Lernen ist es nun, mit A die mdglichst gleichen Ergebnisse zu
erzielen wie mit der Funktion f. Erreicht wird dies durch Anwenden der hypothetischen
Funktion auf historische, elektronisch erhobene Unternehmensdaten mit bereits bekannten
Unternehmenseigenschaften, die auf einen Trainings- und einen Testdatensatz aufgeteilt
werden. Mit dem Verfahren des absteigenden Gradienten werden die Kausalitatsparameter
durch Minimierung einer aus der hypothetischen Funktion abgeleiteten, konvexen, empiri-
schen Fehlerfunktion iterativ mit den Trainingsdaten bestimmt/gelernt und Gber die Testdaten
geprift. Diese Art des Funktionslernens heil3t Gradienten basiertes Lernen. Die Nutzung der
Trainingsdaten beim volliberwachten Funktionslernen erfolgt haufig im Batch-Modus. Das
hei’t, dass alle Datensétze der Trainingsdaten in einem Optimierungsprozess verwendet
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werden, die vorher manuell recherchiert worden sind. Je mehr Falle korrekt klassifiziert wer-
den, umso besser ist die Funktion gelernt worden.

Bei dem hier vorgestellten Ansatz wird das iterative Online-Trainingsregime als teiliberwach-
tes Funktionslernen angewendet. Dies bedeutet, dass der Trainings- und der Testdatenbe-
stand zwar initial ausschlie3lich durch manuelle Recherche entstehen, aber nicht statisch
sind. Der Bestand wird vielmehr, abhangig von Prifergebnissen des angewendeten pradikti-
ven Verfahrens, durch das automatisierte Hinzufigen von neuen Datensatzen maschinell
ertlichtigt. Die Anzahl und Art der neuen Trainingsdatensatze folgt einer Funktion (siehe
Bottou und Le Cun, 2004).

Nach dem Lernprozess werden im HSL-Verfahren Datenséatze der VerknlUpfungsdaten mit
sehr hoher oder sehr niedriger prognostizierter Wahrscheinlichkeit fir das Auftreten der Un-
ternehmenseigenschaft den Trainingsdaten automatisiert hinzufiigefiigt und das pradiktive
Verfahren erneut durchgefuhrt. Dadurch entsteht ein iterativer Lernprozess durch den die
Kausalitadtsparameter Prozedur fur Prozedur angepasst werden.

Prognose

Mit den gelernten Kausalitdtsparametern aus den Trainings- und Testverfahren und der hy-
pothetischen Funktion kénnen nun die Auftrittswahrscheinlichkeiten der interessierenden
Eigenschaften fir unbekannte Daten, nach elektronischer Extraktion der Erhebungsmerkma-
le bestimmt werden. Uberschreiten die Wahrscheinlichkeiten einen vordefinierten Grenzwert,
wird die interessierende Eigenschaft fur die Webseite automatisch festgelegt (siehe Nilsson,
1998).

Anwendung auf Amtliche Daten

Technische Umsetzung

Im Hessischen Statistischen Landesamt ist von Oktober 2017 bis Mai 2018 eine fir das
Webscraping geeignete IT-Infrastruktur aufgebaut worden.

Dabei wurde ein vom italienischen, nationalen Statistikamt (ISTAT) bereitgestelltes Java-
Programm zum Suchen und Extrahieren von Webseiten Gber Metasuchmaschinen und zur
Speicherung und Trefferbewertung der enthaltenen Quelltexte, installiert, eingestellt und wei-
terentwickelt.

Fir diesen Zweck ist auf einem virtuellen Server des Hessischen Statistischen Landesamts
eine Datenbank mit den entsprechenden amtlichen Stammdaten errichtet worden. Zur Ver-
knipfung und Weiterverarbeitung der gefundenen Unternehmenswebseiten sowie fir die
Anreicherung mit Fachdaten, sind verschiedene R-Programme entwickelt worden.

Stammdaten aus dem amtlichen Unternehmensbestand
Zur Erstellung Amtlicher Statistiken werden Unternehmen in der Regel aus dem Bestand des

statistischen Unternehmensregisters ausgewdahlt und nach entsprechenden fachthemenab-
hangigen, betriebsbezogenen Inhalten befragt.

Seite | 15



Webscraping von Unternehmenswebseiten und Onlineportalen

Das statistische Unternehmensregister ist eine regelmafig aktualisierte Datenbank mit Un-
ternehmen und Betrieben aus nahezu allen Wirtschaftsbereichen mit steuerbarem Umsatz
aus Lieferungen und Leistungen und/oder Beschaftigten. Die Quellen des Unternehmensre-
gisters sind u. a. administrative Daten aus Verwaltungsbereichen wie der Bundesagentur fur
Arbeit oder von Finanzbehodrden, und zum anderen Angaben aus einzelnen Bereichsstatisti-
ken, beispielsweise aus Erhebungen des Produzierenden Gewerbes, des Handels oder des
Dienstleistungsbereichs (siehe Statistisches Bundesamt, 2015).

Das statistische Unternehmensregister ist Grundlage fast jeder amtlichen Wirtschaftsstatistik
und enthalt wichtige Stammdaten wie Name, Adresse oder Steuernummer von etwa
340 000 in Hessen ansassigen Unternehmen.

Da die gegenwartigen technischen Kapazitdten das Erheben und Verknipfen von 100 Un-
ternehmenswebseiten pro Tag erlaubten, war die automatisierte Erhebung des gesamten
hessischen, statistischen Unternehmensregister nicht in einem angemessenen Zeitraum
moglich. Als aktuelle Stichprobe des hessischen Unternehmensregisters waren jedoch die in
der Erhebung zur Informations- und Kommunikationstechnologie in Unternehmen (IKT 2017)
befragten 1658 Einheiten inhaltlich gut geeignet, da diese u. a. nach dem Vorhandensein
einer unternehmenseigenen Webseite befragt wurden. Die Unternehmensmerkmale wurden
in die Datenbank auf den Webserver geladen und das Webscraping-Verfahren auf die Da-
tensatze angewendet.

Ergebnisse der Verknupfungen

Abbildung 6 zeigt die Ergebnisse der Informationsextraktion durch Webscraping mit dem
Bestand der 1658 Unternehmen aus dem Unternehmensregister, die fir die IKT 2017 nach
Informations- und Kommunikationstechnologie, u. a. nach dem Betrieb einer unternehmens-
eigenen Webprazens, befragt worden sind. Inhaltlicher Gegenstand der lllustration ist, ob
eine Webprésenz zugeordnet worden ist und ob das jeweilige Unternehmen eine unterneh-
menseigene Webseite in der Befragung IKT 2017 angegeben hat.

Bei 77,3 % der befragten Unternehmen stimmte das Ergebnis der Befragung mit den Ergeb-
nissen des Webscraping tberein. Darunter waren 67,9 % mit Webpréazens und 9,4 % ohne.
Von 1420 Unternehmen, die angegeben haben, eine Webseite zu betreiben wurde fur
79,2 % eine Zuordnung erzielt.

Fiar 21,1 % der Unternehmen wichen die Webscraping-Zuordnungen von den Befragungser-
gebnissen ab. Darunter waren 18,2 % (17,8 % nicht erkannt zuzlglich 0,4 % technischer
Fehler) nicht erkannte Webprasenzen und 2,9 % erzielte Zuordnungen, obwohl in der Befra-
gung angegeben wurde, dass keine Webpréasenz vorhanden ist. Etwa 1,7 % der Unterneh-
men machten keine Angabe. Von 211 Unternehmen, die angegeben haben, Uber keine
Webseite zu verfligen, wurde fir 22,7 % durch das Webscraping trotzdem eine Zuordnung
erzielt.

In 48 Fallen haben Unternehmen angegeben, tGber keine Webprasenz zu verfiigen, obwohl
diese nach Uberpriifung vorhanden war und durch das Webscraping richtig zugeordnet wur-
de. Als Grund fur die Abweichungen zwischen Befragungsergebnis und Webscraping kon-
nen die unterschiedlichen Erhebungszeitpunkte nicht ausgeschlossen werden.
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Abbildung 6: Ergebnisse der Zuordnung von extrahierten Webseiten zu 1658 hessi-
schen Unternehmen aus dem amtlichen Datenbestand

- Webseite gefunden
Befragung: Webseite vorhanden

Keine Webseite gefunden
Befragung: Webseite nicht vorhanden

I Keine Webseite gefunden
Befragung: Webseite vorhanden

Technischer Fehler
Befragung: Webseite nicht vorhanden

Webseite gefunden
Befragung: Webseite nicht vorhanden

Keine Webseite gefunden
Befragung: keine Angabe

- Webseite gefunden
Befragung: keine Angabe

Insgesamt sind fir 71,5 % der Unternehmen somit 1186 Webprasenzen automatisiert zuge-
ordnet worden. Unabhéangig davon, ob Unternehmen angegeben haben, eine Webseite zu
betreiben oder nicht, muss beurteilt werden, ob die Zuordnungen korrekt waren. Daher wur-
de fir eine Zufallsstichprobe von 100 Unternehmen die Zuordnung durch manuelle Recher-
che uberpriift. Die Abbildung 7 illustriert die Ergebnisse dieser Uberpriifung.
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Abbildung 7: Ergebnisse der Uberpriifung von 100 Zuweisungen extrahierter Unter-
nehmenswebseiten

Webseite existiert und wurde
- korrekt zugeordnet.

Webseite existiert nicht und es
wurde auch keine zugeordnet.

Webseite existiert, es wurde
jedoch falsch zugeordnet

Webseite existiert, es wurde jedoch
keine zugeordnet.

In 89,0 % der Uberpriften Falle wurden korrekte Zuweisungen erzielt (Richtigkeitsrate). Da-
runter waren 66,0 % erkannte Onlineprasenzen und 23,0 % Unternehmen ohne eigene
Webseite. Die recherchierten Webprasenzen von Unternehmen mit eigener Webseite, wur-
den zu 85,7 % richtig erkannt (Sensitivitatsrate). Die automatisierten positiven Zuordnungen
von Unternehmenswebseiten haben sich dabei zu 98,5 % (Préazisionsrate) als korrekt her-
ausgestellt.

Bei 11,0 % der Falle hat das Verfahren zu falschen Zuordnungen gefuhrt (Fehlklassifikati-
onsrate). Darunter wurde bei 1,0 % zwar das Vorhandensein einer unternehmenseigenen
Webseite erkannt, jedoch die falsche Onlineprasenz ermittelt. Bei 10,0 % der Félle, in denen
sich keine Webprasenzen recherchieren lieRen, wurden Zuteilungen fehlerhaft erzielt.

Die verschiedenen beschriebenen Prifungsergebnisse der binaren Klassifikation machen es
fur die Interpretation der Resultate nétig, ein Mafd zur Beurteilung der Zuordnungsgute als
relative Korrektheitsintensitat berechnen zu kénnen. Hier bietet sich der F-Wert, errechnet
als das harmonische Mittel aus Sensitivitdtsrate und Prazisionsrate an.

Der F-Wert betragt bei der niedrigsten Korrektheit O und bei hdchster Richtigkeit 1. Bei der
Anwendung im HSL lag er bei 0,917, was flr eine sehr hohe Korrektheit der durchgefiihrten
Klassifikation spricht.

Von den 1186 identifizierten und verknipften Webseiten von hessischen Unternehmen der
IKT 2017 konnten etwa 1111 heruntergeladen und die Quelltexte analysiert werden. Dabei
wurden Schlisselwdrter aus dem Bereich ,Handel” in verschiedenen Gruppen zusammenge-
fasst und deren Vorkommen auf den heruntergeladenen Quelltexten geprift. Das Vorkom-
men von Wdrtern jeweiliger Wortgruppen wurde innerhalb von verschiedenen Indikatorvari-
ablen festgehalten.

Die Resultate sind in Abbildung 8 dargestellt und zeigen, dass die meisten Schlisselwdrter
im Bereich ,Elektronik® (71,5 %) und ,Lebensmittel” (71,0 %), gefolgt von Wortern aus dem
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Bereich ,Sonderangebot” (54,2 %) gefunden worden sind. Etwa auf der Halfte (49,1 %) aller
analysierten Webseiten wurden Bezlige zu sozialen Medien gefunden.

Weitere Schlusselwortgruppenvorkommen mit Haufigkeiten tber 10 % lagen im Bereich ,Ac-
count-Technologie (28,0 %), ,Sportartikel (27,0 %), ,Automobil® (23,0 %), ,Gesundheit”
(17,1 %) und ,Textilartikel“ (14,7 %).

Die stark mit der Eigenschaft eines Onlineshops im Zusammenhang stehenden Schliissel-
wortgruppen der Bezahltechnologie (,Visa“, ,Kreditkarte, ,PayPal“, ,EC-Karte* und Ahnli-
ches) und der Einkaufstechnologie (,Warenkorb®, ,Einkaufswagen®, ,Shopping Cart“ und
Ahnliches) waren bei unter 10 % aller zugeordneten Unternehmenswebseiten zu finden.

Abbildung 8: Auftreten ausgewahlter Schltisselwortgruppen auf
n = 1111 auslesbaren Webseiten von hessischen Unternehmen der IKT 2017
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Maschinelle Bestimmung der latenten Unternehmenseigenschaft
,E-Commerce*

Es gibt Unternehmenseigenschaften, wie die Beteiligung an E-Commerce-Aktivitaten, die fir
die amtliche Statistik von gro3em Interesse sind. Diese Eigenschaft ist durch das Vorhan-
densein eines Onlineshops erflillt. Oft zeigt der erste Blick auf eine Webseite mit einem akti-
ven Onlineshop, tGber den bestellt und bezahlt werden kann, dass sich die Eigenschaft nicht
sofort von der Webseite ablesen lasst. Der Betrieb eines Onlineshops fir den elektronischen
Versandhandel ist somit nicht unbedingt direkt und zweifelsfrei aus den Quelltexten der zu-
geordneten Unternehmenswebseiten elektronisch auslesbar. Es gibt jedoch Merkmale, u. a.
das Vorhandensein von Online-Zahlungs-Optionen oder eines Warenkorbs, die mit dem Be-
trieb eines Onlineshops in einer schatzbaren Verbindung stehen kdnnen.
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Fur die Durchfihrung der maschinellen Ermittlung der latenten Eigenschaft ,Onlineshop®
mussten zunachst geeignete Pradiktoren zur Stitzung der erwéhnten Zusammenhangshypo-
these unter den automatisiert erhobenen Merkmalen gefunden werden. Dariiber hinaus war
die Verfugbarkeit von historischen Daten, in denen die Eigenschaft ,Onlineshop* bereits be-
kannt war, erforderlich. Fir diesen Zweck war eine Stichprobe von zundchst 146 Handelsun-
ternehmen aus den erhobenen Daten gezogen worden. AnschlieRend ist mit Hilfe manueller
Recherche ein binarer Klassifizierer generiert worden, der einen positiven Fall bei beobach-
ten eines Webshops enthielt und einen negativen Fall, wenn sich der jeweiligen Webseite
kein Webshop entnehmen liel3.

Eine Assoziationsanalyse mit den historischen Daten ergab signifikante, mittelstarke Zu-
sammenhange zwischen dem Vorhandensein eines Onlineshops auf den verknipften Unter-
nehmenswebseiten und den folgenden erhobenen Merkmalen:

¢ Vorhandensein einer Einkaufstechnologie (z. B. Shopping Cart, Warenkorb, Login),

¢ Vorhandensein einer Bezahltechnologie (z. B. Visakarte, PayPal, Sofortiiberwei-
sung).

Mit den geeigneten Pradiktoren wurde nun ein pradiktives, auf Wahrscheinlichkeiten basie-
rendes Modell, wie in den vorherigen Punkten beschrieben, als Verfahren des maschinellen
Lernens zum automatisierten Ermitteln von Onlineshops gewahlt. Hierflr wurden die histori-
schen Daten zu jeweils 50 % in eine Trainings- und eine Teststichprobe zuféllig aufgeteilt.

Mit dem préadiktiven Modell wurden nun die Kausalitéaten zwischen den Pradiktoren und dem
Klassifizierer fur die Eigenschaft ,Webshop® in der Trainingsstichprobe in einem ersten Lern-
prozess ermittelt und Uber die Teststichprobe gepriift. AnschlieBend, wurden mit Hilfe der
gelernten Kausalitaten aus dem Datenbestand der verknipften Unternehmenswebseiten 15
Datensatze mit einer geschatzten Wahrscheinlichkeit fiir die Eigenschaft ,,Onlineshop“ von
mindestens 70 % ausgewahlt und der historischen Datenstichprobe hinzugefiigt. Danach
wurde der gesamte Lernprozess mit einem neuen Datenbestand aus Trainings- und Test-
stichprobe von nun 161 Beobachtungen fir einen weiteren Lernprozess noch einmal durch-
gefihrt?.

Mit den geschéatzten Kausalitaten nach zwei Lernprozessen war es moglich, eine Klassifika-
tion fur alle zugeordneten 1111 Webseiten von Unternehmen der IKT 2017 nach der Eigen-
schaft ,Onlineshop“ durchzufiihren. Dabei wurde fir etwa 5 % der Unternehmenswebseiten
ein Onlineshop vorhergesagt.

Fir die nach zwei Lernprozessen uberpriften 161 Zuweisungen von Onlineshops lie3en sich
die Ergebnisse nun wiederrum tUberprifen. Abbildung 9 und 10 zeigen die Ergebnisse dieser
Prifung.

Beim Lernprozess 1 wurden in 87,7 % der Uberpruften Falle korrekte Prognosen erzielt
(Richtigkeitsrate). Darunter waren 5,5 % erkannte Onlineshops und 82,2 % Unternehmens-
webseiten ohne Onlineshop. Die recherchierten Onlineshops wurden nur zu 30,8 % richtig

! Die Anzahl der Lernprozesse ist nicht beschrankt. Um fir diese Studie alle automatisch zugeordne-
ten Webshops auch manuell Uberpritffen zu kénnen, wurde die Anzahl der Lernprozesse auf 2 be-
schrankt.
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erkannt (Sensitivitatsrate). Der Anteil korrekter Zuweisungen von Onlineshops an allen posi-
tiven Klassifizierungen betrug jedoch 100,0 % (Prazisionsrate).

Bei 12,3 % der Falle fihrte das Verfahren zu falschen Prognosen und hat existierende Onli-
neshops nicht erkannt (Fehlklassifikationsrate).

Der F-Wert betragt hier 0,471, was fur eine deutlich geringere Korrektheit der durchgefiihrten
Identifikation von Webshops spricht als bei der Zuweisung von Unternehmenswebseiten.
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Abbildung 9: Ergebnisse der Uberpriifung maschinell zugeordneter Unternehmensei-
genschaften: ,,Onlineshop”

Lernprozess 1 Lernprozess 2

Onlineshop existiert nicht und wurde - Onlineshop existiert, wurde
auch nicht zugeordnet. aber nicht erkannt.

- Onlineshop existiert und wurde
korrekt erkannt.

Abbildung 10: Anteil korrekter Klassifizierungen von Onlineshops
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Beim Lernprozess 2 wurden in 91,4 % (+ 3,7 %) der Uberpriuften Falle korrekte Prognosen
erzielt (Richtigkeitsrate). Darunter waren nun 13,6 % erkannte Onlineshops und 77,8 % Un-
ternehmenswebseiten ohne Onlineshop.

Die recherchierten Onlineshops, wurden jetzt zu 61,1 % richtig erkannt (Sensitivitatsrate).
Somit sind durch den zweiten Lernprozess die Sensitivitatsrate und damit die Erkennung von
Webshops um 30,3% gestiegen. Der Anteil korrekter Zuweisungen von
Onlineshops an allen Klassifizierungen betrug wiederum 100,0 % (Prazisionsrate).

Die Fehlklassifikationsrate ist um 3,7 % auf 8,6 % gesunken.

Der F-Wert ist im zweiten Lernprozess um 0,288 Einheiten auf 0,759 gestiegen was fur ein
deutlich besseres Ergebnis im Vergleich zum ersten Lernprozess spricht.

Das Verfahren zeigt, dass der Lernprozess von den Ergebnissen im Zieldatensatz profitieren
sollte, da dieser so treffsicherer wird. Mit fortlaufenden Iterationen sollte die Anzahl der hin-
zuftigbaren neuen Datensatze aus dem Zieldatensatz zu einem gegeben Stand sinken. Das
Verfahren wiirde somit stoppen, wenn fiir keinen weiteren Datensatz eine Wahrscheinlichkeit
prognostiziert werden kénnte, welche die vordefinierten Grenzwerte Uberschreitet bzw. un-
terschreitet.
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Ermitteln von Schlafgelegenheiten von Beherbergungsbetrieben
des HRS-Portals

Fiar ein Methodenprojekt wurde die Bettenanzahl von Beherbergungsbetrieben im Raum
Minchen bendtigt und als Quelle fur die Unternehmensidentifikation das im Internet offent-
lich zugangliche Portal ,hrs.de” gewahlt.

Auf dem HRS-Portal sind folgende auslesbare und frei zugangliche Informationen abrufbar:

Anzahl Einzelzimmer, Anzahl Doppelzimmer, Anzahl Zimmer allgemein, Name, Anschrift
(StraRe, Hausnummer, Postleitzahl), Geokoordinaten (Langengrad, Breitengrad), Hotelkate-
gorie (Anzahl Sterne), Hotelart und das Rating.

Die Struktur der jeweiligen Sekundarwebseiten mit den Informationen Uber den entspre-
chenden Beherbergungsbetrieb folgt einem &hnlichen Muster wie die unter der Google-
Suchmaschine enthaltenen Webseiten.

Ahnlich dem Verfahren, welches den Google-Resultaten folgt, werden hier die Quelltexte
hierarchisch analysiert, bis die Ergebnisquelltexte/Hotelseitenquelltexte gefunden wurden. In
diesen wird kontextabhangig mit Methoden des Text-Minings nach den Auspragungen der
jeweiligen Merkmale gesucht, um diese strukturiert zu speichern.

Auf diese Weise konnten alle Minchener Beherbergungsbetriebe am Stichtag 6. Juli 2018,
die Uber das HRS-Portal gelistet wurden, ausgelesen und die enthaltenen Daten Uber das
jeweilige Bettenangebot gespeichert werden. Der Datensatz enthalt statistisch quantifizierba-
re Informationen (Auspragungen) aller oben beschriebenen Merkmale.

Im HRS-Portal wurden am 6. Juli 2018 37 562 Betten in Miinchen angeboten. 54,0 % davon
entfielen auf Doppelzimmer. 25,0 % des Bettenangebots entfiel auf Einzelzimmer und
21,0 % auf andere nicht definierte Angebotsvarianten.

Dartiber hinaus waren noch weitere statistisch auswertbare Mikrodateninformationen auf
dem Onlineportal enthalten. So waren u. a. die Hotelkategorie, und der Hoteltyp verfugbar.
Die Abbildung 10 zeigt daher die Verteilung der 37 562 Schlafgelegenheiten im Raum Min-
chen auf die erwahnten Merkmale.

Die Ergebnisse zeigen, dass Wellness und City-Hotels in Miinchen am meisten vertreten
sind. Dabei sinkt die relative Bedeutung der City-Hotels mit steigender Hotelkategorie (Be-
wertung nach Sternen). Bei Wellness-Hotels ist der Zusammenhang umgekehrt. Diese sind
erst ab drei Sternen beobachtbar und nehmen in der Auftrittshaufigkeit von 70,5 % den groR-
ten Anteil der Munchener 5 Sternehotels im HRS-Portal ein.

Luxushotels sind mit ca. 14,6 % Anteil an den Schlafgelegenheiten ausschlieRlich im obers-
ten Sternebereich zu finden. Business Hotels dominieren mit 48,9 % der angebotenen
Schlafgelegenheiten in der mittleren Hotelkategorie mit 3 Sternen. Hotels ohne Angabe bzgl.
Hoteltyp sind am meisten in der Hotelkategorie 1 Stern mit etwa 80,8 % Anteil zu finden.
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Abbildung 11: Verteilung der Schlafgelegenheiten des HRS-Portals im Raum Mun-
chen auf Hotelkategorie in Sternen und Hoteltyp

%

100 —
0 B
80 . B I Design

70 . B wellness

60 — I

50 - - Luxus
40 — City
30 —

20 — Business
10 Ohne Angabe
0

Die Eigenschaft City-Hotel ist mit etwa 63,2 % am haufigsten bei Hotels beobachtbar, die
nicht am internationalen Verfahren zur Hotelkategorisierung teilnehmen.

Das Webscraping von Online-Portalen zeigt, dass es sehr gut geeignet ist, umfassende In-
formationen tber Unternehmen einer bestimmten Branche elektronisch zu erheben, ohne die
amtlichen Register dafur benutzen zu mussen.

Es zeigt auch, dass das Ermitteln von Unternehmenseigenschaften, wie die in diesem Fall
interessierende Anzahl der Betten in Abhangigkeit von der Verfugbarkeit, relativ einfach und
treffsicher elektronisch erhoben werden kdnnten.

Fazit und Verbesserungspotenzial

Die Ergebnisse des ersten Versuchs (Webscraping + pradiktive Modellierung) verdeutlichen,
dass das Potenzial zum Zuordnen von Unternehmenswebseiten bezogen auf die Treffsi-
cherheit sehr gut funktioniert hat. Die Ergebnisse sprechen zum gréRten Teil fiir ein bedeu-
tendes Potenzial des Webscraping.

Bei der pradiktiven Modellierung héngt die Treffsicherheit im Wesentlichen von dem Umfang
und der Zusammensetzung des Trainingsdatensatzes und von der Auswahl der Schliissel-
worter ab. Hier misste noch viel konzeptionelle Vorarbeit geleistet werden, um qualitativ
hochwertige Trainingsdatensatze erzeugen zu konnen. Das Verfahren hat gezeigt, dass ein
dynamisch gestalteter, teils automatisiert ertlichtigter Trainingsdatensatz die Treffsicherheit
des teiliberwachten Lernverfahrens deutlich erhéhen kann. Das im HSL tber zwei Lernpro-
zesse durchgefuihrte Verfahren der pradiktiven Modellierung wird zukinftig fir eine unbe-
schrankte Anzahl an Iterationen weiterentwickelt, um eine optimale Treffsicherheit bei der
bin&ren Klassifikation zu erzielen.

Die Art der Schlusselworter, die Grol3e des Trainingsdatenbestands und die in Frage kom-
menden Pradiktoren flr das maschinelle Lernen sind stark abhangig von der zu prognostizie-
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renden Unternehmenseigenschaft. Ein manuell recherchierter und mit bestimmten erhobe-
nen Merkmalen zusammengefuhrter Trainingsdatenbestand fir das Thema ,E-Commerce”
kann nicht verwendet werden, um bspw. Unternehmen mit griiner Technologie oder Freibe-
rufler in der Kreativwirtschaft automatisiert zu ermitteln.

Um Unternehmenseigenschaften mit Methoden des maschinellen Lernens zu ermitteln, wird
es je nach Themeninteressen und fachstatistischen Fragestellungen bis auf weiteres not-
wendig sein, Trainingsdatensatze mit Hilfe manueller Recherche zu erstellen, zu validieren,
und diese zu pflegen. Die im HSL genutzte Online-Methode zum automatisierten Anreichern
der Trainingsdaten war hierbei sehr hilfreich und birgt, u. a. im Hinblick auf das Einbringen
von Modelldiagnostik fir eine maschinelle Pradiktorenauswahl, noch einiges an Entwick-
lungspotential.

Die technische und methodologische Umsetzung eines Verfahrens des maschinellen Ler-
nens zum pradiktiven ldentifizieren von latenten Unternehmenseigenschaften hat gut funkti-
oniert. Hier ist die Verwendung einer R-Umgebung sehr komfortabel und ausreichend
schnell.

Das Durchsuchen und Speichern von Unternehmenswebseiten von Onlineportalen ist auf-
grund der gleichbleibenden Struktur der Webseiten innerhalb des jeweiligen Portals recht
einfach und treffsicher durchfiihrbar. Kommerzielle Onlineportale missen zwar manuell re-
cherchiert werden, je nach Wirtschaftszweig kénnen diese jedoch in einer Datenbank hinter-
legt und bei Bedarf abgerufen werden. Das Scraping von Onlineportalen ohne das Nutzen
einer vorgeschalteten Metasuchmaschine hat sich als sehr schnell herausgestellt. Das Ermit-
teln aller Uber das HRS-Portal gelisteten Mlnchener Beherbergungsbetriebe hat mit dem
geschriebenen R-Algorithmus etwa 5 Minuten gedauert. Schon aufgrund der Unabhangigkeit
von Suchmaschinen wie Google.com ergibt sich hier zunéchst kein kapazitatsspezifisches,
grol3es Verbesserungspotenzial. Weitere Untersuchungen werden zeigen inwieweit inner-
halb eines Gesamtalgorithmus zunachst bereits bekannte Onlineportale abgesucht, ver-
knupft und erst im Anschluss daran das Webscraping mit Metasuchmaschine auf die noch
nicht verknipften Unternehmensdatenséatze angewendet werden kdnnten.

Fur das Webscraping von Unternehmenswebseiten sieht dies jedoch anders aus. Bei den
derzeit gegebenen Kapazitatsgrenzen wirde die Vollerhebung unternehmensbezogener
Webseiten der etwa 300 000 hessischen Unternehmen der Unternehmensregisterkopie 8,3
Jahre dauern. Die Weiterentwicklung des Webscraping wird daher stark auf die Steigerung
der Kapazitaten ausgerichtet sein, um die vollstdndige Erhebung des hessischen Unterneh-
mensregisters durch das Webscraping innerhalb von etwa 30 Tage durchfihren zu kénnen.
Dies ware ein zufriedenstellender Zeitraum.
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